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摘　 要：近年来，基于深度强化学习的机器学习技术突破性进展为智能博弈对抗提供了新的技术发展方向。 针对智

能对抗中异构多智能体强化学习算法训练收敛速度慢，训练效果差异大等问题，提出了一种先验知识驱动的多智能

体强化学习博弈对抗算法 ＰＫ⁃ＭＡＤＤＰＧ，构建了双重 Ｃｒｉｔｉｃ 框架下的 ＭＡＤＤＰＧ 模型。 该模型使用了经验优先回放技

术来优化先验知识提取，在博弈对抗训练中取得显著的效果。 论文成果应用于 ＭａＣＡ 异构多智能体博弈对抗全国

竞赛，将 ＰＫ⁃ＭＡＤＤＰＧ 算法与经典规则算法的博弈对抗结果进行比较，验证了所提算法的有效性。
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　 　 目前，基于深度强化学习的机器学习方法受到越

来越多的关注，更多的游戏通过训练智能体的方式与

人类进行人机对抗，典型代表有在围棋领域获得成功

的 ＡｌｐｈａＧｏ 以及在游戏《星际争霸》人机对抗赛中获得

成功的 ＡｌｐｈａＳｔａｒ 等，越来越多的研究将深度强化学习

方法融入 ＲＴＳ 游戏领域［１⁃３］。 如 Ｙｅ Ｄ 尝试利用改进的

ＰＰＯ 算法训练王者荣耀游戏中的英雄 ＡＩ，取得了较好

的训练效果［４］。 Ｓｉｌｖｅｒ Ｄ 设计了一种基于强化学习算

法的训练框架，不需要游戏规则以外的任何人类知识，
可以让 ＡｌｐｈａＧｏ 自己训练，同样达到了很高的智能

性［５］。 Ｂａｒｒｉｇａ Ｎ 利用深度强化学习技术和监督策略学

习改善 ＲＴＳ 游戏的 ＡＩ 性能，取得了击败游戏内置 ＡＩ
的成果［６］。 大数据和人工智能技术加速运用于战略问

题研究，战略博弈推演的智能化特征凸显［７⁃８］。 研究表

明，人工智能在智能博弈对抗与推演方面受到广泛关

注，并在近年成为研究热点［９⁃１１］。 但是，对宽泛条件下

的收敛问题以及收敛速度问题，仍然缺乏有效的解决

方法，特别是在对抗方面，采用强化学习算法使其具有

高水平的智能性仍是当前研究的难点。
本文分析了当前主流且成熟的多智能体强化学习

算法，将先验知识与强化学习算法相结合，解决了强化

学习算法在多智能体对抗训练初期效果一般且不能快

速收敛的问题，提升了多智能体博弈对抗中的算子智

能性，同时，在实验平台中进行仿真实验，结果表明，
ＰＫ⁃ＭＡＤＤＰＧ 在 ＭａＣＡ 多智能体博弈平台训练效果与

收敛速度方面均有提升。

１　 基础理论

１ １　 强化学习

强化学习属于机器学习中的一类，是利用求解

Ｂｅｌｌｍａｎ 方程以解决交互问题［１２］，进而改善效果并最终

达到预期效果的一种学习方式。 强化学习使得智能体

最终形成一种策略，在达成目的的同时使获得的奖励

值最大化［１３］。 Ｌｉｔｔｍａｎ 在 ２０ 世纪 ９０ 年代提出了以马
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尔科夫决策过程（Ｍａｒｋｏｖ Ｄｅｃｉｓｉｏｎ Ｐｒｏｃｅｓｓ， ＭＤＰ）为框

架的多智能体强化学习，将强化学习的思想和算法应

用到多智能体系统中，通常需考虑智能体间的竞争、合
作等关系［１４⁃１５］。 马尔科夫过程是强化学习的基础模

型，通过状态与动作建模，描述智能体与环境的交互过

程［１６］。 一般地，ＭＤＰ 是由 ４ 个元素构成的元组〈Ｓ，Ａ，
Ｒ，Ｔ〉表示［１７］：

１）Ｓ 为有限状态空间（Ｓｔａｔｅ Ｓｐａｃｅ），包含 Ａｇｅｎｔ 在
环境中所有的状态；

２）Ａ 为有限动作空间（Ａｃｔｉｏｎ Ｓｐａｃｅ），包含 Ａｇｅｎｔ
在每个状态下可采取的所有动作；

３）Ｒ 为奖赏函数（Ｒｅｗａｒｄ Ｆｕｎｃｔｉｏｎ），Ｒａ
ｓｓ′表示 Ａｇｅｎｔ

在状态 ｓ 下执行动作 ａ，然后 Ａｇｅｎｔ 与环境交互转移到

状态 ｓ′下获取的奖励；
４）Ｔ 为环境的状态转移函数（Ｓｔａｔｅ Ｔｒａｎｓｉｔｉｏｎ Ｆｕｎｃ⁃

ｔｉｏｎ）， Ｐａ
ｓｓ′ ＝ Ｐ Ｓ ｔ ＋１ ＝ ｓ′ ｜ Ｓ ｔ ＝ ｓ，Ａｔ ＝ ａ[ ] 表示在状态 ｓ下

执行动作 ａ，并转移到状态 ｓ′ 的概率。
在 ＭＤＰ 中，Ａｇｅｎｔ 与环境交互如图 １ 所示。

图 １　 强化学习与环境交互示意图

Ｆｉｇ １　 Ｓｃｈｅｍａｔｉｃ ｄｉａｇｒａｍ ｏｆ ｉｎｔｅｒａｃｔｉｏｎ ｂｅｔｗｅｅｎ
ｒｅｉｎｆｏｒｃｅｍｅｎｔ ｌｅａｒｎｉｎｇ ａｎｄ ｅｎｖｉｒｏｎｍｅｎｔ

Ａｇｅｎｔ 从环境中感知当前状态 ｓ ｔ，从动作空间 Ａ 中

选择能够获取的动作 ａ ｔ；执行 ａ ｔ 后，环境给予 Ａｇｅｎｔ 相
应的奖赏信号反馈 ｒ ｔ＋１，并以一定概率转移到新的环境

状态 ｓ ｔ＋１，等待 Ａｇｅｎｔ 做出下一步新的决策［１８］。 智能体

在同环境交互时具有不确定性：一处是在状态 ｓ 处选

择什么样的动作，用策略 π ａ ｜ ｓ( ) 表示 Ａｇｅｎｔ 的某个策

略（即状态到动作的概率分布），另一处则是环境本身

产生的状态转移概率 Ｐａ
ｓｓ′，强化学习目标是找到一个最

优策略π∗，使得它在任意状态 ｓ和任意时间步骤 ｔ都能

够获得最大的长期累积奖赏，即

π∗ ＝ ａｒｇｍａｘπ Ｅπ ∑
∞

ｋ ＝ ０
γ ｋｒ ｔ ＋ｋ ∣ ｓ ｔ ＝ ｓ{ } （１）

其中，Ｅπ 表示策略下的期望值，γ∈ ０，１[ ) 为折扣

率（Ｄｉｓｃｏｕｎｔ Ｒａｔｅ），ｋ 为后续时间周期，ｒ ｔ＋ｋ表示 Ａｇｅｎｔ 在
时间周期 ｔ ＋ ｋ( ) 上获得的即时奖赏。

Ｖ∗ ｓ( ) ＝ ｍａｘ
π

Ｅπ ∑
∞

ｋ ＝ ０
γ ｋｒ ｔ ＋ｋ ∣ ｓ ｔ ＝ ｓ{ } （２）

Ｑ∗ ｓ，ａ( ) ＝ ｍａｘ
π

Ｅπ ∑
∞

ｋ ＝ ０
γ ｋｒ ｔ ＋ｋ ∣ ｓ ｔ ＝ ｓ，ａ ｔ ＝ ａ{ }

（３）
１ ２　 ＭＡＤＤＰＧ 算法

Ｍｕｌｔｉ⁃ａｇｅｎｔ Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ
（ＭＡＤＤＰＧ）算法是一种应用在多智能体强化学习中的

训练算法，由 Ｏｐｅｎ ＡＩ 研究人员提出［１９］。 作为 ＤＤＰＧ
（Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ）的延伸，ＭＡＤＤＰＧ
算法基于 Ａｃｔｏｒ⁃Ｃｒｉｔｉｃ 架构，可应用于连续动作空间，有
如下特征：

１）通过学习得到最优策略，在应用时，仅借助局部

信息就能给出最优动作；
２）无需构建环境的动力学模型以及智能体间特殊

通信需求；
３）该算法可用于合作关系多智能体，同时适用于

竞争关系多智能体。
ＭＡＤＤＰＧ 算法采用集中式训练，分布式执行的方

式。 训练时采用集中式学习训练 Ｃｒｉｔｉｃ 与 Ａｃｔｏｒ，使用

时 Ａｃｔｏｒ 只需知道局部信息即可执行［２０］。 同时，对每

个智能体训练多个策略，并基于所有策略的整体效果

进行优化，以提高算法的稳定性和鲁棒性。 该算法网

络结构与更新方式如图 ２ 所示。

图 ２　 ＭＡＤＤＰＧ 算法网络结构与更新方式

Ｆｉｇ ２　 ＭＡＤＤＰＧ ａｌｇｏｒｉｔｈｍ ｎｅｔｗｏｒｋ ｓｔｒｕｃｔｕｒｅ ａｎｄ ｕｐｄａｔｅ ｍｅｔｈｏｄ

　 　 ＭＡＤＤＰＧ 算法采用了类似 ＤＱＮ 的双网络结构，Ａｃｔｏｒ 和 Ｃｒｉｔｉｃ 都拥有 ｔａｒｇｅｔ 和 ｅｖａｌ 两个网络组成［２１］，在训练过
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程中，只有 Ａｃｔｏｒ 和 Ｃｒｉｔｉｃ 的 ｅｖａｌ 网络进行实际的参数

训练，而 ｔａｒｇｅｔ 网络只需要在一定训练迭代次数后，通
过 ｅｖａｌ 网 络 进 行 参 数 拷 贝 即 可， 这 种 设 计 使 得

ＭＡＤＤＰＧ 算法能够保持比较稳定的参数更新效果。

２　 ＰＫ⁃ＭＡＤＤＰＧ

２ １　 ＰＫ⁃ＭＡＤＤＰＧ 算法

为加快训练收敛，提升训练效果，本文对 ＭＡＤＤＰＧ
进行改进，对其结构进行优化，形成基于先验知识和强

化学 习 的 ＰＫ⁃ＭＡＤＤＰＧ （ Ｐｒｉｏｒ Ｋｎｏｗｌｅｄｇｅ⁃Ｍｕｌｔｉ⁃Ａｇｅｎｔ
Ｄｅｅｐ Ｄｅｔｅｒｍｉｎｉｓｔｉｃ Ｐｏｌｉｃｙ Ｇｒａｄｉｅｎｔ）。

在 ＰＫ⁃ＭＡＤＤＰＧ 的奖赏函数设计上，本文考虑算

子特征与全局目标问题，从个体回报与全局回报两方

面进行奖赏函数设置，根据每个回合的对抗结果设置

奖赏函数。 若训练过程中每一步未获得奖励，容易导

致稀疏奖励，影响算法收敛，本文根据不同个体类型在

对抗过程中的动作选择给予奖励，优化训练的收敛。
为防止智能体在探索过程中陷入局部最优，在全局回

报中加入智能体推演回合消耗，获胜前，每多一个回合

都会接收惩罚。 具体奖励回报如表 １、２ 所示。
表 １　 个体回报定义

Ｔａｂ １　 Ｉｎｄｉｖｉｄｕａｌ ｒｅｗａｒｄ ｄｅｆｉｎｉｔｉｏｎ

序号 单位类型 分类 含义 分数

１

攻击单元

攻击合理性回报
攻击动作合法 ５

２ 攻击动作非法 －５

３
探测回报

探测到探测单元 ５

４ 探测到攻击单元 ５

５

攻击结果回报

打击探测单元成功 １５

６ 打击探测单元失败 －１５

７ 打击攻击单元成功 １０

８ 打击攻击单元失败 －１０

９ 被击毁回报 攻击单元被击毁 －１０

１０ 被击毁回报 探测单元被击毁 －１０

１１ 探测单元
探测回报

探测到探测单元 ５

１２ 探测到攻击单元 ５

１３ 通用 存活回报 每步存活 ２

　

表 ２　 全局回报定义

Ｔａｂ ２　 Ｇｌｏｂａｌ ｒｅｗａｒｄ ｄｅｆｉｎｉｔｉｏｎ

序号 意义 分数

１ 胜利 １００

２ 失败 －１００

３ 平局 ０

４ 推演回合消耗 －９０

　

针对强化学习训练收敛问题，本文融入先验知识

进行经验优先回放。 对于先验知识和强化学习的融

合，本文对领域专家经验数据和强化学习行动序列数

据分别进行构建。 把领域专家经验数据转化为对应的

状态⁃行动序列存储到经验池中，并计算得出先验知识

ＱＦ 值。 针对领域专家经验数据从历史胜率、敌我双方

相对实力、我方兵力三个因素考虑，进行加权求和，并
定义了获胜回合数、总回合数、相对实力和兵力构成

（侦察机数量、战斗机数量、导弹数量与敌方单位数

量），以此来计算领域专家经验数据的 Ｑ 值。 具体计算

公式如下：
ｆ ｒｏｕｎｄｓｗｉｎ，ｒｏｕｎｄｓａｌｌ，ｄｅｔｅｃｔｏｒ，ｆｉｇｈｔｅｒ，ｍｉｓｓｉｌｅ，ｅｎｅｍｙ( ) ＝

ω１∗ｋ ｒｏｕｎｄｓｗｉｎ，ｒｏｕｎｄｓａｌｌ( ) ＋

ω２∗ｇ ｆｉｇｈｔｅｒ，ｍｉｓｓｉｌｅ，ｅｎｅｍｙ( ) ＋

ω３∗ｈ ｄｅｔｅｃｔｏｒ，ｆｉｇｈｅｒ( ) ，∑ ３

ｉ ＝ １
ωｉ ＝ １

（４）

其中，ｋ ·( ) ，ｇ ·( ) ，ｈ ·( ) 分别表示历史胜率、敌我

双方相对实力与我方兵力构成，ｒｏｕｎｄｓｗｉｎ，ｒｏｕｎｄｓａｌｌ 表示

获胜回合数与比赛总合数。 基于 ＭＡＤＤＰＧ 算法的状

态 ⁃ 行动序列也存储到经验池中，同样可以拟合出 ＱＰ

值。 在推演过程中，每个固定 ｓｔｅｐ对ＱＦ 和ＱＰ 值进行比

较，选择较大的 Ｑ 值所对应的动作进行执行。
除此之外，本文也对经验提取机制进行优化。 在

实现经验回放过程中，将先验知识存入经验池，根据随

机优先级和重要性采样原理等进行经验抽样，以此计

算优先值。 利用随机优先级进行经验抽取可解决数据

间的强相关性以及丢弃将来可能有用的经验等问题，
同时，通过重要性采样的修正作用抑制由非均匀采样

带来的误差。 随机优先级与重要性采样系数如下：

Ｐ ｉ( ) ＝
ｐα
ｉ

∑ ｋ
ｐα
ｋ

（５）

ｗ ｉ ＝
１
Ｎ

·
１

Ｐ ｉ( )

æ

è
ç

ö

ø
÷

β

（６）

其中，Ｐ ｉ( ) 表示随机优先采样的概率，ｐ ｉ ＞ ０ 表示

优先级，指数 α决定使用多少优先级，α ＝ ０时对应均匀

分布；ｗ ｉ 表示重要性采样权重。 根据求出的优先值生

成最小 ｂａｔｃｈ，传入 ＭＡＤＤＰＧ 算法进行动作选择。 通过

与环境交互生成训练数据，并将数据存入经验池中进

行知识更新。 经验池划分到部分内存空间，设定内存

空间的大小，把分配的数组数据依次传入并存储。 当

存储空间大于内存空间时，剔除之前的数据，同时不断

提取 ｂａｔｃｈ ｓｉｚｅ 大小的数据传入学习模块进行策略网

络更新，从而降低 ｌｏｓｓ 函数。 通过上述方式，实现先验

知识的融入与经验回放，提高 ＭＡＤＤＰＧ 算法的训练效

果。 具体流程如图 ３ 所示。
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图 ３　 先验知识优先回放过程

Ｆｉｇ ３　 Ｐｒｉｏｒ ｋｎｏｗｌｅｄｇｅ ｐｒｉｏｒｉｔｙ ｐｌａｙｂａｃｋ ｐｒｏｃｅｓｓ

针对结构调整，本文构建了双重 Ｃｒｉｔｉｃ 框架的

ＭＡＤＤＰＧ，同时最大化 Ｇｌｏｂａｌ Ｒｅｗａｒｄ 和 Ｌｏｃａｌ Ｒｅｗａｒｄ，
使得策略选择向着使全局和局部 Ｃｒｉｔｉｃ 最大化的方向

进行。 在此基础上，使用双延迟深度确定性策略梯度

更新 Ｌｏｃａｌ Ｃｒｉｔｉｃ 网络，并使用经验优先回放来优化先

验知识提取，以此解决动作价值函数过拟合问题。 如

图 ４ 所示，整个流程中，每个 Ａｇｅｎｔ 均构建一个 Ａｃｔｏｒ 和
Ｌｏｃａｌ Ｃｒｉｔｉｃ，每个 Ａｇｅｎｔ 的 Ａｃｔｏｒ 进行动作输出和状态

输出， 存入 Ｒｅｐｌａｙ Ｂｕｆｆｅｒ 中。 Ｃｒｉｔｉｃ 网络从各自 的

Ｒｅｐｌａｙ Ｂｕｆｆｅｒ 中提取对应的先验知识，反向更新各自的

Ａｃｔｏｒ。 通过构建整体的 Ｇｌｏｂａｌ Ｒｅｐｌａｙ Ｂｕｆｆｅｒ 提取信息

用以训练 Ｇｌｏｂａｌ Ｃｒｉｔｉｃ，再反向指导各 Ａｃｔｏｒ 提高训练效

果。 ＰＫ⁃ＭＡＤＤＰＧ 训练优化使目标沿着全局和局部均

最大化的方向，避免可能出现的局部最优问题，同时可

以利用 ＴＤ３ 等方式进一步优化先验知识提取，解决过

拟合等问题。

图 ４　 ＭＡＤＤＰＧ 模型改进

Ｆｉｇ ４　 ＭＡＤＤＰＧ ｍｏｄｅｌ ｉｍｐｒｏｖｅｍｅｎｔ

２ ２　 ＰＫ⁃ＭＡＤＤＰＧ 训练流程

基于 Ｔｅｎｓｏｒｆｌｏｗ 和 Ｇｙｍ 两个框架对改进的 ＰＫ⁃
ＭＡＤＤＰＧ 算法进行训练时，在与环境交互中，可利用

ＭａＣＡ 环境获取回报值。 训练基于对抗进行，将改进的

ＰＫ⁃ＭＡＤＤＰＧ 智能体作为红方，规则智能体作为蓝方，
具体对抗流程如下：

１）初始化蓝方规则智能体，初始化并获取地图尺

度、探测单元和攻击单元数量，实例化状态信息重构对

象 ｏｂｓ＿ｃｏｎｖｅｒｔ，设定网络输出动作空间维度为 ６（每个

探测单元 ２ 个动作，每个攻击单元 ４ 个动作），构造动

作空间结构 ａｃｔｉｏｎ＿ｓｐａｃｅ＿ｎ 和状态空间结构 ｏｂｓ＿ｓｈａｐｅ
＿ｎ。

２）根据 ａｃｔｉｏｎ＿ｓｐａｃｅ＿ｎ（动作空间）、ｏｂｓ＿ｓｈａｐｅ＿ｎ
（状 态 空 间） 以 及 各 类 单 元 数 量， 实 例 化 训 练 器

ｔｒａｉｎｅｒｓ，并调用 Ｕ．ｉｎｉｔｉａｌｉｚｅ（）初始化网络结构和参数。
３）实例化 Ｔｅｎｓｏｒｆｌｏｗ 存储器对象 ｓａｖｅｒ，用于保存

和读取网络参数。
４）初始化 ｔｏｔａｌ＿ｒｅｗａｒｄ 用于存放各类单元回报值，

初始化胜利计数常量，用于记录训练过程中红蓝双方

各自胜利次数。
５）对于每一个 ｅｐｉｓｏｄｅ：
①从环境获取初始状态 Ｏ ＝ Ｏ１，Ｏ２，…，ＯＮ( ) ， 使

用 ｏｂｓ＿ｃｏｎｖｅｒｔ 对原始状态 Ｓ 进行处理，得到训练所需

状态组织 ｒｅｄ＿ｏｂｓ＿ｄｉｃｔ，记为 Ｘ。
②对于每一个 ｓｔｅｐ：
ａ）对于每一个 Ａｇｅｎｔ，根据重构后的状态信息，使

用 ｒｕｌｅ 对象进行基于规则的行为决策（探测单元动作

＆ 攻击单元动作）。 随后依次调用各 Ａｇｅｎｔ 对应的

ｔｒａｉｎｅｒ 产生各自的动作。 若是探测单元，则取输出动

作的前两位；若是攻击单元，则取输出动作的后四位。
之后判断基于 ｒｕｌｅ 的决策是否可行，若可行，则将 ｒｕｌｅ
决策作为最终动作，否则，采用基于 ｔｒａｉｎｅｒ 的动作。 最

终使用的决策记为 ａ ｉ，并收集所有 Ａｇｅｎｔ 的决策行为组

成 ａ ＝ ａ１，ａ２，…，ａＮ( ) 。

ｂ）将 ａ 作为环境的输入完成单个 ｓｔｅｐ 推演，获取

每个 Ａｇｅｎｔ 的回报值ｒ ＝ ｒ１，ｒ２，…，ｒＮ( ) 和新的观测状态

Ｏ′，经过 ｏｂｓ＿ｃｏｎｖｅｒｔ 重构后得到新的状态组织，记为

Ｘ′。
ｃ）判断各个智能体是否存活，是否到达边界以及

是否航向角度发生变化，并根据这些因素对相应智能

体的回报值进行修改。
ｄ）判断环境是否终止，由于一轮推演结束后才会

输出双方 ｒｏｕｎｄ ＿ ｒｅｗａｒｄ，若终止，则判断双方 ｒｏｕｎｄ ＿
ｒｅｗａｒｄ 高低，并将低的一方各单元 ｒｅｗａｒｄ 减去 ｒｏｕｎｄ＿
ｒｅｗａｒｄ，高的一方单元 ｒｅｗａｒｄ 加上 ｒｏｕｎｄ＿ｒｅｗａｒｄ。

ｅ）保存 Ｘ，ｒ，ａ，Ｘ′( ) 到经验池 中， 用于训练神

经网络；
ｆ）对本次 ｓｔｅｐ 产生的双方的 ｒｅｗａｒｄ 进行汇总，便
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于后续输出 ｒｅｗａｒｄ 均值。
ｇ）对每一个 Ａｇｅｎｔ 调用 ｐｒｅｕｐｄａｔｅ（）函数和 ｕｐｄａｔｅ

（）函数，根据从经验池中取得的样本对其神经网络进

行参数更新。
ｈ）判断是否满足 ｓｔｅｐ 终止条件，如果满足，那么结

束本次训练，并转 ５）开始新一轮训练，同时更新红蓝

双方胜利次数。
ｉ）判断是否满足保存模型条件，如果满足，则进行

模型保存操作，同时输出截至当前回合中红蓝双方胜

利次数信息、各 Ａｇｅｎｔ 的信息、ｒｅｗａｒｄ 均值信息以及所

用时间。
２ ３　 决策机制

作战单元决策是基于综合规则和多智能体强化学

习算法制定的。 在实际对抗中，根据当前状态信息，首
先使用基于规则的算法进行决策，如果规则算法决策

无效，则切换到强化学习算法进行决策，Ａｇｅｎｔ 行为根

据每次所选的决策采取适用于当前对抗态势的行动。
整体思路如图 ５ 所示。

图 ５　 决策生成机制

Ｆｉｇ ５　 Ｄｅｃｉｓｉｏｎ ｇｅｎｅｒａｔｉｏｎ ｍｅｃｈａｎｉｓｍ

３　 ＭａＣＡ环境

３ １　 环境概述

ＭａＣＡ（Ｍｕｌｔｉ⁃ａｇｅｎｔ Ｃｏｍｂａｔ Ａｒｅｎａ）是由国内某重点

实验室发布的多智能体对抗算法研究、训练、测试和评

估环境，可支持作战场景和规模自定义，智能体数量和

种类自定义，智能体特征和属性自定义，支持智能体行

为回报规则和回报值自定义等［２３］。 ＭａＣＡ 提供了一个

电磁空间对抗的多智能体实验环境，环境中预设了两

种智能体类型：探测单元和攻击单元。 探测单元可模

拟 Ｌ、Ｓ 波段雷达进行全向探测，支持多频点切换［２３］；

攻击单元具备侦察、探测、干扰、打击等功能，可模拟 Ｘ
波段雷达进行指向性探测，模拟 Ｌ、Ｓ、Ｘ 频段干扰设备

进行阻塞式和瞄准式电子干扰，支持多频点切换，攻击

单元还可对对方智能体进行导弹攻击，同时具有无源

侦测能力，可模拟多站无源协同定位和辐射源特征

识别。
ＭａＣＡ 环境为研究利用人工智能方法解决大规模

多智能体分布式对抗问题提供了很好的支撑，专门面

向多智能体深度强化学习开放了 ＲＬ⁃ＡＰＩ 接口［２３］。 环

境支持使用 Ｐｙｔｈｏｎ 语言进行算法实现，并可调用 Ｔｅｎ⁃
ｓｏｒｆｌｏｗ、Ｐｙｔｏｒｃｈ 等常用深度学习框架。
３ ２　 ＭａＣＡ环境与算法交互关系

ＭａＣＡ 环境支持红蓝双方智能算法在设定地图场

景中进行对抗博弈，最终进行对抗的算法可以是基于

规则直接实现的，也可以是基于强化学习等方法训练

后得到的模型，环境中预先制定了简单的基于规则实

现的对抗算法。 设计 ＭａＣＡ 环境的主要目的是促进多

智能体强化学习方法在智能对抗领域的研究与应用。
强化学习算法与环境交互过程可以分为两个阶段：一
是训练阶段，通过收集算法与环境交互的实时数据更

新模型参数；二是训练完成之后通过调用训练好的模

型与其他对手进行对抗。

４　 先验知识说明

本文结合 ＭａＣＡ 对抗的任务特点，参照专业选手

采取的行动策略，设计规则算法，同时将其作为先验知

识的补充和完善。 规则算法中针对不同作战动作的策

略设计详见攻击策略、干扰频点设置策略及躲避策略。
为提高算法训练的适应性，本文重构了从仿真对抗环

境获取的原始态势。
４ １　 具体先验知识设计

４ １ １　 攻击策略

对于处在我方任何攻击单元攻击范围以外的敌方

单元，我方将比较战机间的相对距离，由距敌最近的我

方空闲攻击单元进行追踪。 同时，限制追踪同一敌方

的我方攻击单元数量，以保证追踪的有效性和剩余攻

击资源的充足性。
对于处在攻击范围内的敌方单元，统筹分配我方

空闲的作战单元，具体原则如下：
１）尽可能地攻击在我方攻击范围之内的所有敌方

单元；
２）攻击任务分配采用基于优化的贪心算法实现；
３）为节约弹药，对同一敌方单元进行攻击时，限定

我方攻击单元的数量；
４）为提高导弹命中率，扩大侦察单元雷达照射范
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围，指引在途任务的单元完成相关动作任务；
５）为提高命中率，在发动攻击时调整我方攻击航

向，保持正面接敌。
４ １ ２　 干扰频点设置策略

考虑敌方雷达频点具有周期性变化规律，干扰频

点策略主要采用在线学习预测方式，包括学习过程与

预测过程两部分。
学习过程从进入推演开始贯穿整个推演过程。 其

具体过程如下：
１）获取某敌机雷达频点的变化，以三个连续时间

点内的变化情况作为样本；
２）按时序组合前两个频点作为特征，预测并存储

第三个频点的概率分布［２２］。
预测过程是从推演的第二轮起，直至整个推演过

程结束。 在预测过程中，统计每次预测结果与实际结

果的相同次数，从而得出预测过程中的算法成功率。
预先设定成功率阈值（默认 ０ ９５），通过比较成功率来

判断预测模块的结果是否有效［２２］，然后决定后续对抗

中是否使用获得的预测结果。 具体判断方式如下：
１）若预测成功率高于阈值，则表明学习过程和预

测过程的结果与敌方雷达频点的变化具有相同规律，
可使用预测的结果；

２）若低于阈值，则表明学习过程和预测过程的结

果与敌方雷达频点变化的规律不同，故不可使用预测

的结果，且将干扰模式设置为阻塞式干扰。
４ １ ３　 躲避策略

我方算子侦察获取敌方算子在连续两个 ｓｔｅｐ 的态

势信息，计算出敌方算子可能机动的航向，结合上一个

ｓｔｅｐ 中我方算子的信息，推算敌方算子追踪我方算子

时可能采取的航向等信息。 根据推测结果，调度我方

相应的侦察单元与无攻击能力的攻击单元做出躲避

动作。
４ ２　 状态信息重构

为了更好地适应训练，本文对仿真对抗环境获取

的原始态势进行重构，包括探测单元态势重构与攻击

单元态势重构。
４ ２ １　 探测单元态势重构

本文分别对异构环境中我方所具有的 ２ 个探测单

元进行状态信息组织，具体如下。
１）我方基本属性：该算子存活状态、Ｘ 坐标、Ｙ 坐

标、航向、雷达状态以及雷达频点；
２）友方基本信息：与友方另一探测单元的距离、与

友方所有攻击单元的距离；
３）敌方基本信息：与雷达发现的所有敌方单元的

距离。

４ ２ ２　 攻击单元态势重构

异构环境中我方 １０ 个攻击单元的状态信息组织

如下。
１）我方基本属性：算子存活状态、Ｘ 坐标、Ｙ 坐标、

航向、雷达状态、雷达频点、干扰雷达状态、干扰雷达频

点、远程导弹数量以及中程导弹数量；
２）友方基本信息：与友方所有探测单元的距离、与

友方其他存活攻击单元的距离；
３）敌方基本信息：与雷达主动观测到的敌方单元

的距离、与干扰雷达被动观测到的敌方单元的距离、敌
方单元的方向以及敌方单元的雷达频点。

５　 实验仿真设计

５ １　 配置及运行说明

ＭａＣＡ 环境适用于 Ｌｉｎｕｘ ６４⁃ｂｉｔ 、Ｍａｃ ＯＳ 及 ｗｉｎ⁃
ｄｏｗｓ１０ ｘ６４ 操作系统，通过 Ｐｙｃｈａｒｍ 进行 Ｐｙｔｈｏｎ 环境

配置，使用 Ｔｅｎｓｏｒｆｌｏｗ 强化学习框架。 在 ＭａＣＡ 根目录

中运行相关 ｐｙ 文件，将其“Ｗｏｒｋ Ｄｉｒｅｃｔｏｒｙ”均设置为

ＭａＣＡ 根目录。
５ ２　 超参数设计

强化学习的 ａｃｔｏｒ 与 ｃｒｉｔｉｃ 神经网络均使用两个隐

藏层，每个隐藏层包含 ６４ 个全连接神经元。 训练过程

中使用的超参数如表 ３ 所示。
表 ３　 超参数设置

Ｔａｂ ３　 Ｈｙｐｅｒｐａｒａｍｅｔｅｒ ｓｅｔｔｉｎｇ
序号 参数 默认值

１ 最大 ｒｏｕｎｄ 数量 ５００

２ 每个 ｒｏｕｎｄ 中最大 ｓｔｅｐ 数量 ３ ０００

３ 神经网络学习率 ０ ０２

４ 回报折扣率 ０ ９５

５ ｂａｔｃｈ ｓｉｚｅ １ ０２４

６ 隐藏层神经元数量 ６４

７ 每保存一次模型的间隔 ｒｏｕｎｄ 数 ２００
　

５ ３　 ＭａＣＡ环境仿真

５ ３ １　 异构多智能体环境设置

本文基于 ＭａＣＡ 环境开展实验仿真，分析融合规则

算法的深度强化学习 ＭＡＤＤＰＧ 算法在多智能体博弈对

抗中的实际使用效果。 ＭａＣＡ 支持红蓝双方多智能体在

设定的地图场景中进行博弈对抗，在异构地图中对战双

方各拥有 １２ 个不同属性的攻击单元和探测单元，探测单

元具备侦察和探测功能，攻击单元具备侦察、探测、干扰

和打击等功能，具体信息如表 ４ 所示。 红蓝双方作战单

元接敌开始对抗，当一轮对战符合结束规则时，本轮结

束并进行胜负判定。 若一方被全部击毁，判定另一方完

胜；若双方导弹存量为 ０ 或达到最大 ｓｔｅｐ，判定剩余作战
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单元数量多的一方获胜；若双方作战单元全部被击毁，
判定为平局。 当双方导弹存量为 ０ 或达到最大 ｓｔｅｐ 时，
双方存活作战单元数量相同的情况下，也判定为平局。

ＭａＣＡ 异构多智能体环境中红蓝双方作战单元与侦察单

元初始配置情况如图 ６ 所示。

表 ４　 ＭａＣＡ异构多智能体单元属性

Ｔａｂ ４　 Ｐｒｏｐｅｒｔｉｅｓ ｏｆ ＭａＣＡ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｍｕｌｔｉ⁃ａｇｅｎｔ ｕｎｉｔ
类型 速度 雷达波段 频点数目 干扰频段 干扰频段数目 近程导弹数量 远程导弹数量 类型数量

探索单元 １ １ ０ ２０ １
探索单元 ２ １ １ ２０ １
攻击单元 １ ３ ２ １０ ２ １０ ４ ２ ８
攻击单元 ２ ３ ２ １０ ０ １０ ４ ２ １
攻击单元 ３ ３ ２ １０ １ ０ ４ ２ １

　

图 ６　 ＭａＣＡ异构多智能体地图

Ｆｉｇ ６　 ＭａＣＡ ｈｅｔｅｒｏｇｅｎｅｏｕｓ ｍｕｌｔｉ⁃ａｇｅｎｔ ｍａｐ

５ ３ ２　 实验结果与分析

本文 利 用 基 于 先 验 知 识 和 强 化 学 习 的 ＰＫ⁃
ＭＡＤＤＰＧ 算法与 ＭＡＤＤＰＧ 算法、基准规则算法进行胜

率比较分析。 首先，对基准规则算法进行实验，将红蓝

双方 智 能 体 均 基 于 规 则 算 法 进 行 博 弈 对 抗； 将

ＭＡＤＤＰＧ 算法用于红方，基准规则算法用于蓝方算法，
获取强化学习算法在异构多智能体环境中的效果；然
后，将 ＰＫ⁃ＭＡＤＤＰＧ 作用于红方智能体，将基准规则算

法作用于蓝方智能体，验证本文算法在实验中的实际

效果。 比较 ３ 类实验在博弈对抗 ５００ 局中的胜率，实
验胜率结果如图 ７～１０ 所示，红蓝双方对抗获胜次数如

表 ５～８ 所示。 从实验结果中发现，ＭＡＤＤＰＧ 算法较传

统规则算法能提高博弈对抗胜率，但在实验初期收敛

较慢；而 ＰＫ⁃ＭＡＤＤＰＧ 算法的 Ａｇｅｎｔ 胜率提高效果明

显，在利用先验知识的情况下能够使训练收敛较快，红
方使用 ＰＫ⁃ＭＡＤＤＰＧ 算法对抗蓝方规则算法时，胜率维

持在 ９０％以上。 同时，在实验中，将 ＰＫ⁃ＭＡＤＤＰＧ 与

ＭＡＤＤＰＧ 算法进行对比可知：１）在同样对抗基准规则 ＡＩ

下，曲线在 １００ 回合左右时，ＰＫ⁃ＭＡＤＤＰＧ 算法胜率经平

稳增长逐步达到收敛，ＭＡＤＤＰＧ 算法仍存在较明显波

动，收敛速度和效果均有欠缺；２）在 ＰＫ⁃ＭＡＤＤＰＧ 与

ＭＡＤＤＰＧ 直接对抗时，ＰＫ⁃ＭＡＤＤＰＧ 的胜率优于 ＭＡＤ⁃
ＤＰＧ。 这表明本文设计的融合规则算法的 ＭＡＤＤＰＧ 算

法能有效提高多智能体对抗博弈的智能性。
表 ５　 ｂａｓｅ ｒｕｌｅ与 ｂａｓｅ ｒｕｌｅ获胜次数比较

Ｔａｂ ５　 Ｔｈｅ ｃｏｍｐａｒｅ ｏｆ ｗｉｎｎｉｎｇ ｔｉｍｅｓ ｂｅｔｗｅｅｎ
ｂａｓｅ ｒｕｌｅ ａｎｄ ｂａｓｅ ｒｕｌｅ

算法 获胜次数 回合数

ｂａｓｅ ｒｕｌｅ （ｒｅｄ） ２５６ ５００

ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ） ２１０ ５００
　

图 ７　 ｂａｓｅ ｒｕｌｅ （ｒｅｄ）与 ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ）对抗胜率图

Ｆｉｇ ７　 Ｔｈｅ ｗｉｎｎｉｎｇ ｒａｔｅ ｏｆ ｂａｓｅ ｒｕｌｅ （ｒｅｄ）
ａｎｄ ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ）

表 ６　 ＭＡＤＤＰＧ 与 ｂａｓｅ ｒｕｌｅ获胜次数比较

Ｔａｂ ６　 Ｔｈｅ ｃｏｍｐａｒｅ ｏｆ ｗｉｎｎｉｎｇ ｔｉｍｅｓ
ｂｅｔｗｅｅｎ ＭＡＤＤＰＧ ａｎｄ ｂａｓｅ ｒｕｌｅ

算法 获胜次数 回合数

ＭＡＤＤＰＧ（ｒｅｄ） ３５５ ５００

ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ） １５０ ５００
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图 ８　 ＭＡＤＤＰＧ（ｒｅｄ）与 ｂａｓｅ ｒｕｌｅ（ｂｌｕｅ）对抗胜率图

Ｆｉｇ ８　 Ｔｈｅ ｗｉｎｎｉｎｇ ｒａｔｅ ｏｆ ＭＡＤＤＰＧ （ｒｅｄ）
ａｎｄ ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ）

表 ７　 ＰＫ⁃ＭＡＤＤＰＧ 与 ｂａｓｅ ｒｕｌｅ获胜次数比较

Ｔａｂ ７　 Ｔｈｅ ｃｏｍｐａｒｅ ｏｆ ｗｉｎｎｉｎｇ ｔｉｍｅｓ
ｂｅｔｗｅｅｎ ＰＫ⁃ＭＡＤＤＰＧ ａｎｄ ｂａｓｅ ｒｕｌｅ

算法 获胜次数 回合数

ＰＫ⁃ＭＡＤＤＰＧ（ｒｅｄ） ４６３ ５００

ｂａｓｅｒｕｌｅ （ｂｌｕｅ） ３５ ５００
　

图 ９　 ＰＫ⁃ＭＡＤＤＰＧ （ｒｅｄ）与 ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ） 对抗胜率图

Ｆｉｇ ９　 Ｔｈｅ ｗｉｎｎｉｎｇ ｒａｔｅ ｏｆ ＰＫ⁃ＭＡＤＤＰＧ （ｒｅｄ）
ａｎｄ ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ）

表 ８　 ＰＫ⁃ＭＡＤＤＰＧ 与 ＭＡＤＤＰＧ 获胜次数比较

Ｔａｂ ８　 Ｔｈｅ ｃｏｍｐａｒｅ ｏｆ ｗｉｎｎｉｎｇ ｔｉｍｅｓ ｂｅｔｗｅｅｎ
ＰＫ⁃ＭＡＤＤＰＧ ａｎｄ ＭＡＤＤＰＧ

算法 获胜次数 回合数

ＰＫ⁃ＭＡＤＤＰＧ（ｒｅｄ） ３０５ ５００

ＭＡＤＤＰＧ（ｂｌｕｅ） １９６ ５００
　

图 １０　 ＰＫ⁃ＭＡＤＤＰＧ（ｒｅｄ）与 ｂａｓｅ ｒｕｌｅ（ｂｌｕｅ）对抗胜率图

Ｆｉｇ １０　 Ｔｈｅ ｗｉｎｎｉｎｇ ｒａｔｅ ｏｆ ＰＫ⁃ＭＡＤＤＰＧ （ｒｅｄ）
ａｎｄ ｂａｓｅ ｒｕｌｅ （ｂｌｕｅ）

６　 结束语

本文针对强化学习算法在多智能体对抗博弈中训

练收敛过慢，以及智能体对抗特定规则下智能体胜率

较低的问题，提出了一种先验知识与强化学习结合的

多智能体博弈对抗算法 ＰＫ⁃ＭＡＤＤＰＧ，并在 ＭａＣＡ 异构

多智能体环境中对该算法进行实验，验证了算法的智

能性。 其中，引入规则算法解决了强化学习算法在多

智能体对抗初期收敛速度较慢且博弈效果较差的问

题，同时保留了强化学习自我探索能力，使得智能体在

现有规则策略的基础上进一步优化对抗过程，提高了

整体奖励值。 在该领域中，我们尝试和探索了多智能

体博弈对抗，在传统规则算法的基础上，利用先验知识

融合强化学习算法，降低了异构多智能体复杂度高状

态多变情况下规则算法设计的难度，进一步提高了推

演对抗过程的智能性。
强化学习算法 ＭＡＤＤＰＧ 在星际争霸、Ａｔａｒｉ 等多个

游戏平台上实现应用，充分体现了 ＭＡＤＤＰＧ 算法较强

的可适用性，具有一定的泛化性。 本文基于先验知识

和强化学习算法提出的 ＰＫ⁃ＭＡＤＤＰＧ 在 ＭａＣＡ 平台得

到实验验证，较传统强化学习算法和一般规则算法具

有优越性。
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